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あらまし 画像検索タスクにおいて，事前計算による高速な手法とリランキングに基づく高精度な手法がそれぞれ提
案されているが，速度と精度を両立した手法の開発が課題になっている．我々はこれらの手法を統合することで，この
課題に対処した画像検索のフレームワーク R-DiP （Re-ranking based Diffusion Pre-computation）を提案する．具
体的には，事前計算手法において類似度を計算する際に，リランキングで用いられる高精度な類似度再計算を導入す
ることで，高速で高精度な検索を実現する．ベンチマークを用いた実験により，提案手法が最先端の手法と同等な検
索精度を維持しつつ，高速な検索を実現できることを示す．提案手法は特に大規模なデータセットにおいて，mAPス
コアを 2.0% 程度向上し，クエリごとの検索速度を平均で 75% 程度の削減をし，最先端の高精度手法を上回る検索精
度を示した．提案する枠組みは，任意のリランキング手法を取り込むことが可能であり，今後出現するであろう高精
度なリランキング手法に対しても効果を発揮し，画像検索技術の進展に貢献することが期待される.
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1 は じ め に
ディジタルカメラの低廉化やスマートフォンなどの携帯端末
に搭載される高性能カメラの普及，画像編集ソフトウェアの
大衆化により，個人がディジタル画像を作成することが容易に
なった．また，Web 上のソーシャルメディアなどのコンテンツ
共有プラットフォームの普及に伴い，作成された画像を手軽に
公開することができるようになり，我々がアクセスできる画像
データの量が増大している．この状況に対して，画像データを
管理・活用するために，画像検索は重要な技術のひとつである．
画像は実世界を記録するメディアとして言葉だけでは表現する
ことができない事象を記録することに向いており，画像検索は
与えられた検索要求に基づいて，過去の事象の記録や関連する
事象を探すための主要な手段の一つである．画像検索の中で
も，画像を検索要求とする「Content-Based Image Retrieval

（CBIR）」があり，キーワード検索やメタデータ検索では捉え
きれない画像自身がもつ情報を活用するという特徴がある．
CBIR は 1990年代 [17]から長い間研究されてきているもの
の，その性能向上は依然として研究課題である．その主な課題
は，画像からの特徴抽出である．近年，ニューラルネットワー
ク技術の進歩に伴い，従来の人手による特徴量の設計から，大
量のデータから自動的に適確な画像特徴を抽出する枠組みが
主流となってきた．例えば，畳み込みニューラルネットワーク
（Convolutional Neural Network；CNN）[1], [9], [31]やVision

Transformer（ViT）[6], [7]など，数多くの手法が提案されてい
る．これらは検索の目的に合わせて構築されてきたわけではない
ため，必ずしも検索に適した特徴とは限らない．これに対して，
より良い検索を実現するために，検索に適した結果の並び替え
を行なうリランキングを利用する手法 [2], [22], [26], [35], [37] や
ランダムウォークに基づく拡散 [4], [11], [14], [46], [47] などが提

図 1: R-DiP の枠組み．

案されている．この中でも，Correlation Verification Networks

（CVNet） [22]のような，局所特徴をリランキングに用いる手
法が高い検索精度を示している．一方で，このようなニューラ
ルネットワークモデルを用いた類似度の推定は低コストとは言
えず，検索のオーバヘッドが増し，検索速度が低下する．それ
に対応するために，大域特徴のみをリランキングに用いる手
法 [34]も提案されているが，依然として十分に効率的とは言え
ない．
これに対して，高速な検索を実現するために，データベース

画像間の類似性をランダムウォークにより事前計算する Offline

Diffusion [44] と呼ばれる手法が提案されている．その基礎と
なっている拡散（Diffusion）モデルは，擬似適合性フィードバッ
ク [47] の考え方を用いることで，同一物体を異なる視点から
写した画像や，遮蔽物により物体の一部が隠れている画像を検
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索することができる手法である．具体的には，検索要求とデー
タベース画像から k 近傍グラフを構築し，その上でランダム
ウォークを行なうことで，データの大域的な構造を考慮した効
果的な検索を実現している．Offline Diffusion は，k 近傍検索
によるグラフ構築および画像間の類似度計算をデータベース側
で事前に（つまりオフラインで）実行する．これにより，検索時
に k近傍検索の結果との単純な線型結合によって検索を行なう
ことが可能になり，高速な検索を実現している．しかし，その
検索精度は事前処理時のグラフ構築に大きく依存し，リランキ
ングを利用する高精度な手法 [22], [34]と比較して劣っている．
本研究では，以上のような速度と精度の間のトレードオフを
解決するための手法として，事前計算に基づく高速な手法であ
る Offline Diffusion とリランキングを利用する高精度な手法
を融合するための新しいフレームワーク R-DiP （Re-ranking

based Diffusion Pre-computation）を提案する．R-DiPの枠組
み（図 1）は，Offline Diffusion の近傍検索や関連する類似度検
索に高性能なリランキング手法を取り込むことで精度の向上を
図る．これにより，検索における関連度を計算する任意のリラ
ンキング手法を取り込むことができる柔軟性がある．本研究で
は，ベンチマークを用いた実験により，特に大規模データセット
において，提案手法がリランキングに基づく SuperGlobal [34]

に匹敵する検索性能を維持しつつ，Offline Diffusion と同等に
高速な検索を実現できることを示す．
本研究の主な貢献は以下の通りである．
• フレームワーク R-DiPの提案：Offline Diffusion を基

礎とし，リランキング手法の利点を取り込むフレームワークを
提案する．提案フレームワークは検索における関連度を計算す
る任意のリランキング手法を取り込める柔軟性があるため，今
後より検索精度が高い高計算コストなリランキング手法が出現
した場合にも適用可能である．

• 高速・高性能な検索の実現：R-DiPは，リランキングに
基づく最先端手法である SuperGlobal に匹敵する検索精度を
維持しつつ，Offline Diffusion と同等に高速な検索を達成する．
特に，大規模なデータセットにおいて，mAPスコアを Offline

Diffusion の特性により，最先端の手法より 2.0% 程度向上し
たうえで，クエリごとの検索速度を平均で 75% 程度の削減を
し，最先端の手法を上回る検索性能を示した．

2 関 連 研 究
画像検索における重要な課題は，画像特徴の設計である．機
械学習の進歩に伴い，コンピュータビジョンに関する研究とし
て，CNN [19], [21], Regional Maximum Activation of Convo-

lutions（R-MAC） [42]，ViT [5]，GAN [8] などのニューラル
ネットワークによる手法が登場してきた．これらの手法は画
像検索にも採用され [1], [6], [7], [9], [10], [18], [23], [25], [31], [32],

[36], [38]，従来の問題であったセマンティックギャップを克服
し，画像検索の精度を大幅に向上させている．
画像特徴の設計に続き，画像検索の特性を考慮した検索の
最適化に向けた手法が提案されている．例えば，k 近傍検索

に基づく検索 [3], [24]，上位に順位付けられた検索結果の類似
度を再計算するリランキング，ランダムウォークに基づく拡
散 [4], [11], [14], [46], [47] などがある．その中で，リランキング
を利用した手法は検索精度の面で優れており，拡散の中でも事
前計算に基づく手法 [44]や k近傍検索に基づく手法は速度の面
で優れていることが明らかにされている．以下に，リランキン
グおよび拡散に基づく手法について詳細に述べる．
a ) 画像検索におけるリランキング
リランキングは，2 段階の検索手法であり，始めに軽量な

手法を用いて検索結果を大まかにフィルタリングした後，高
精度な類似度計算モデルによって順序付けを行なう．リラン
キングを利用した CBIR 手法では，最初の段階で大域的特徴
に基づいて検索し，物体の局所的な関係性を捉える幾何検証
(Geometric Verification) により類似度を再計算する手法が主
流である．幾何検証に関する研究としては，特徴点検出に焦点
をあてた研究 [20], [27], [33], [45] や特徴抽出に焦点をあてた研
究 [13], [16], [26], [33], [35], [40], [41], [45]，特徴点検出と抽出の
順番を入れ替えた研究 [39]など，様々な手法が提案されている．
さらに，幾何検証の代替手法として，ニューラルネットワークを

用いて抽出した局所特徴マップを用いる手法が登場した．Trans-
formerを利用した Re-Ranking Transformer（RRT） [37]，局
所特徴と大域特徴を効果的に統合した Super-Featureを提案す
る研究 [43]，局所特徴を用いて複数の異なる大きさで画像間の
類似度を計算する CVNet [22] などが提案されている. これら
の手法は高精度な検索結果を示すが，速度に関するオーバヘッ
ドが大きいことが問題である．より低オーバヘッドな手法とし
て，リランキングに大域特徴のみを用いる SuperGlobal [34]が
提案されているが，事前計算に基づく高速な手法 [44]などと比
較すると速度の面で改善の余地が残っている．
b ) 拡散（Diffusion）/ Offline Diffusion

拡散 [14]の核となる考え方は，クエリ画像とデータベース内
の画像の類似性をデータベース内の類似画像グラフを通して拡
散させることである．拡散の主要な利点は，k 近傍検索のよう
に単に Euclidean 空間上での画像特徴の距離に依存するのでは
なく，近接性に基づくネットワーク構造を考慮することによっ
て，間接的に類似している画像を発見できる点にある．このよ
うな違いにより，例えば，同一物体を異なる視点から写した画
像や，遮蔽物により物体の一部が隠れている画像の検索が可能
になる．しかし，特に大規模なデータセットに適用する際には，
ランダムウォークの計算コストが高いため，検索に時間を要す
るという欠点がある．
この問題に対処するために，Offline Diffusion [44] が提案さ

れている．Offline Diffusion では，拡散過程がデータベース側
で事前に実行されることで，検索時の計算負荷を大幅に軽減
できる．具体的には，拡散を行ない事前計算した到達確率と
C = {c1, c2, . . . , cn : ci ∈ Rn}（ここで，nはデータベース画
像枚数）と k近傍検索で求める yの線型結合として，以下のよ
うにして画像間の類似度を高速に取得する．
（ 1） kq 近傍検索：kq は初期の k 近傍検索における検索枚
数である．クエリ画像 q に対して，類似画像のインデックス
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図 2: 提案手法におけるオフライン過程の概要．

図 3: 提案手法におけるオンライン過程の概要．

J = {j1, j2, . . . , jkq} と類似度 S = {s1, s2, . . . , skq} を得る．
（ 2） 線型結合：kq 近傍検索の結果を用いて，最終的な類似
度を F =

∑kq

ℓ=1 cjℓs
γ
ℓ として計算する．ここで，ci ∈ C は事

前に計算した到達確率ベクトル，γ は画像特徴に基づく類似度
の重要度を調整する重み変数である．
この手法は高速な反面，検索精度はリランキングを利用する
高精度な手法には劣るため，検索精度の向上が課題である．

3 提案手法：R-DiP

本節では，提案する R-DiP の概要について述べる．R-DiP

は，Offline Diffusionにおける事前計算に，リランキングで用
いられる高精度な類似度再計算モデルを組み込むことで，高速
で高精度な画像検索の実現を図る．R-DiPの考え方の特徴は以
下の二つである．

• 拡散過程の改善：拡散による類似度計算は，k 近傍グラ
フの質に大きく依存する．単純な k近傍検索による構築は画像
特徴の設計に依存しており，検索を目的として設計されていな
い画像特徴の場合に，最適な近傍グラフを構築できるとは限ら
ない．そこで，画像検索におけるリランキングで用いられる類
似度計算モデルを用いることでより適した近傍グラフを再構築
し，検索精度の向上を図る．

• リランキングの push-down：リランキングに基づく

手法は精度の面で優れているものの，検索時にリランキング
を適用する際のオーバーヘッドは依然として大きい．Offline

Diffusion のオフライン過程にリランキングのプロセスを移行
することにより，Offline Diffusion の精度を補いつつ，リラン
キングに必要な計算時間を削減する．
R-DiPは，事前計算を行なうオフライン過程と，実際に検索

を行なうオンライン過程の二つから構成される．オフライン過
程とオンライン過程の概要をそれぞれ図 2と図 3に示す．
ここで，データベース画像の集合を D = {d1，d2，. . . , dn}

（ただし，n は画像の総数である）とし，画像検索タスクを以
下のように定義する．

• 入力: 一つのオブジェクトを含むクエリ画像 q

• 出力: q に含まれるオブジェクトを含む画像集合D′ ⊆ D

なお，以下では，データベース中の画像をデータベース画像と
呼ぶ．本研究では，クエリ画像 q とデータベース画像 di ∈ D

は，事前に抽出された画像特徴とする．

3. 1 オフライン過程
オフライン過程では，以下のようにして到達確率を計算する．
（ 1） k 近傍検索による類似画像の取得（km-NN）
（ 2） 類似度再計算モデルによる類似度再計算（Re-ranking）
（ 3） 拡散に基づく到達確率計算（Diffusion）
これらは，図 2 の（1）～（3）に対応している．Offline Dif-
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fusion [44]では，k



表 1: 提案手法と比較手法の精度評価（mAP）．

Method
Medium Hard

ROxf +R1M RPar +R1M ROxf +R1M RPar +R1M

Offline Diffusion [44] (kq=100) 89.12 85.78 95.22 92.09 75.95 71.11 88.99 84.63

Offline Diffusion [44] (kq=400) 89.88 85.91 95.37 92.75 77.06 72.10 89.29 85.20

SuperGlobal [34] (kq=100) 88.26 81.76 92.20 83.24 76.67 67.74 83.79 67.66

SuperGlobal [34] (kq=400) 90.79 84.08 93.36 85.53 80.05 70.93 86.77 72.52

R-DiP(kq=100) 89.71 86.55 95.39 92.94 76.94 71.97 90.68 85.61

R-DiP(kq=400) 90.40 86.55 95.79 93.15 77.67 71.80 91.30 85.46

表 2: 最適なパラメータ．

Method

Medium

ROxf +R1M RPar +R1M

km kd kt γ km kd kt γ km kd kt γ km kd kt γ

Offline Diffusion [44] (kq=100) — 200 400 15 — 60 400 15 — 200 800 5 — 200 800 5

Offline Diffusion [44] (kq=400) — 200 200 10 — 40 100 20 — 200 800 10 — 100 800 10

R-DiP(kq=100) 100 60 800 10 400 100 800 10 400 200 800 5 400 200 800 5

R-DiP(kq=400) 100 60 800 10 400 60 800 20 400 200 800 10 400 200 800 10

Method

Hard

ROxf +R1M RPar +R1M

km kd kt γ km kd kt γ km kd kt γ km kd kt γ

Offline Diffusion [44] (kq=100) — 200 400 15 — 100 400 10 — 200 800 5 — 200 800 5

Offline Diffusion [44] (kq=400) — 200 200 10 — 40 100 20 — 80 400 15 — 100 800 10

R-DiP(kq=100) 400 400 400 10 400 100 800 10 400 200 800 10 400 80 800 5

R-DiP(kq=400) 400 400 200 10 400 40 100 20 400 200 800 10 400 80 800 10

これらのデータセットはそれぞれ 70 個のクエリがあり，そ
れぞれに異なる数の検索対象画像が割り当てられている．デー
タベースに含まれる画像の枚数は，それぞれ 4,933枚と 6,322

枚である．各クエリに対して，対応するデータベース画像に
は，検索の難易度に応じて unclear，easy，hard の三つのラベ
ルが付与されている．そして，使用するラベルに基づいて三つ
（Easy，Medium，Hard）の評価プロトコルに分かれる．

• Easy プロトコル： easy ラベルのみ
• Medium プロトコル： easy と hard ラベル
• Hard プロトコル： hard ラベルのみ
これまでの研究では，Easy プロトコルは既に十二分な性能
が達成されており，検索手法の評価に適さないと言われている
ため，本研究では，Medium プロトコルと Hardプロトコルで
実験を行なう．加えて，大規模なデータセットにおける検索性
能を評価するために，クエリ画像に含まれない建造物や風景な
どの約 100万枚の類似ドメインの画像からなる Distractor セッ
ト（R1M）も用意されている．本実験では，Distractor セット
を追加した実験も行なう．
評価指標には mAP（mean Average Precision）を用いる．

4. 3 実装の詳細
本実験では，提案手法と全ての比較手法において，Super-

Global Poolingによって抽出された 2,048次元の大域特徴を用
いる．また，提案手法における類似度再計算モデルには Super-

Global Rerankingを用いる．k近傍検索には，Offline Diffusion

同様に Facebook AI Similarity Search（FAISS）ツールキッ
ト [15]を用いる．
各手法について，実験で用いた変数を以下に示す．
• R-DiP

提案手法の変数 km，kd，kt, kq，γ は次のように設定した．
– オフライン過程における k近傍検索による初期類似画像

検索で取得する件数（Offline k-NN Size）： km ∈ {100, 400}
– オフライン過程における近傍グラフ構築時の近傍数

（Offline Graph Degree）： kd ∈ {20, 40, 60, 80, 100, 200, 400}
– オフライン過程における Late Truncation のための k

近傍検索での画像インデックス取得件数（Offline Truncation

Size）： kt ∈ {100, 200, 400, 800}
– オンライン検索時の k近傍検索により取得する画像件数

（Online k-NN Size）： kq ∈ {100, 400}
– オンライン検索時の類似度に対する重み変数（Online
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(a) km (b) kd (c) kt (d) γ

図 4: 各パラメータが与える影響．

表 3: クエリごとのオンライン検索時間の平均［ms］．

手法 kq=100 kq=400

ROxf +R1M ROxf +R1M

Offline Diffusion [44] 1.18 37.21 1.31 40.18

SuperGlobal [34] 17.74 41.43 139.34 162.86

R-DiP 1.19 37.14 1.30 40.01

Weight）： γ ∈ {5, 10, 15, 20}
• Offline Diffusion

Offline Diffusionでは，kd，kt，kq，γ に関して提案手法と
同じ変数集合を用いる．なお，Offline Diffusionにおいて類似
度再計算過程は存在しないため，km は存在しない．

• SuperGlobal

SuperGlobal では， kq に関して提案手法と同じ変数集合を
用いる．提案手法におけるその他の変数は，オフライン過程に
おける拡散のための変数であるため，存在しない．

4. 4 実 験 結 果
提案手法の性能を評価するための実験結果を示す．
4. 4. 1 検索性能 (mAP) の比較
表 1 に比較手法と R-DiP の検索精度（mAP）を示す．ま
た，各評価プロトコルにおいて，各手法で最良の結果を示した
変数を表 2に示す．提案手法は，ROxford5k データセットで
は SuperGlobal に匹敵する性能を，RParis6kデータセットで
は SuperGlobal を上回る精度を示した．また，Offline Diffu-

sion との比較では，ほとんどの結果において提案手法が優れ
た精度を示した．これは，提案手法における類似度再計算が
Offline Diffusion における近傍グラフ構築を改善したことを示
す．また，大規模データセットにおける実験では，提案手法は
ほとんどの場合で他の比較手法を上回る精度を示した．特に，
ROxford5k+R1M データセットにおける Hard プロトコルで
は，2.0%程度のmAPの向上が見られた．Offline Diffusion も
また，大規模データセットにおける実験では，SuperGlobal を
上回る精度を示しており，Offline Diffusion の良い特性を取り
入れることができていることが示唆される．
4. 4. 2 オンライン検索時間
次にオンライン検索の実行時間を評価する．ROxford5kデー
タセットと+R1Mセットのクエリあたりの平均オンライン検索
実行時間（単位 ms）を表 3に示す．提案手法は SuperGlobal

と比較して実行時間を大幅に削減し，Offline Diffusion と同等
の実行時間で検索できることが示された．
4. 4. 3 パラメータ感度分析
実験で用いる変数が提案手法に与える影響を調べるために，

ROxford5k+R1M データセットのHardプロトコルにおいて，
各変数に対する感度分析を行なった．

• Offline k-NN Size（km）：図 4(a) に示すように，
km = 100に比べて km = 400の時にわずかに高い mAPを示
した．理由として，km の値が大きいほど構築される類似度グ
ラフの質が向上し，拡散による類似度計算の精度が向上したた
めであると考えられる．ただし，事前計算で用いる類似度再計
算モデルによる計算コストは km の値に比例することをふまえ
ると，実運用では km = 100で十分効果的であると考えられる．

• Offline Graph Degree（kd）：kd = 20の時のみほと
んどの場合で最低の mAPを示した．また，kd の変化が mAP

に与える影響は，γ の値によって変わる傾向が見られた．例と
して，図 4(b)に γ ∈ {5, 20}の場合の mAPを示す．γ の値が
小さいほど，kd の値が大きい場合に高いmAPを示し，γ の値
が大きいほど，kd の値が小さい場合に高い mAPを示した．

• Offline Truncation Size（kt）：他の変数と比較し
て kt の値の変化は mAPの大きな影響を与えなかった．また，
mAPが最良となる kt の値に対しても，特に規則性は見られな
かった．例として，図 4(c)に実験で最良のmAPを示した際に
kt を変化させたグラフを示す．

• Online Weight（γ）：前述の通り，mAPが高い変数
集合では γの値が大きいものが多かった．また，γの値がmAP

に与える影響として，kd の分析同様に，kd の値が大きいほど，
γの値が小さい場合に高いmAPを示し，kdの値が小さいほど，
γ の値が大きい場合に高いmAPを示した．例として，図 4(d)

に kd ∈ {40, 400} の場合の γ と mAPを示す．
4. 4. 4 考 察
精度評価において，提案手法は概ね良好な結果を示し，ほと

んどの場合において提案手法は Offline Diffusionを上回る精度
を示した．このことは，Offline Diffusionに対して類似度再計
算モデルを組み込むことの有効性を示している．
また，提案手法は大規模データセットにおいて SuperGlobal

の精度を大きく上回った．SuperGlobalのようなリランキング
に基づく手法は，初期の k近傍検索における検索結果画像集合
に大きく依存するのに対し，拡散に基づく手法はデータの大域
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的な構造を考慮するため，画像枚数が多い場合に特にその有効
性を示すという特性によるためと考えられる．
一方で，提案手法は特に ROxford5k データセットの Hard

プロトコルにおいて， Offline Diffusionと同様に SuperGlobal

に劣る精度を示した．この結果は，この状況では Offline Diffu-

sionの有効性が低いことを示し，提案手法もその特性に影響を
受けているためであると考えられる．この結果に対し，具体的
に二つの理由が考えられる．一つ目は，ROxford5k データセッ
トにおいて，データの枚数が少ないことにより，大域的構造が
もつ情報量の少なさである．拡散は，その特性により大域的構
造がもつ情報の質や量に対して大きく影響を受ける．このこと
により，特にROxford5kデータセットの Hard プロトコルの
ような画像間類似度推定の難易度が高い場合において，画像間
の類似度を直接計算するリランキングに基づく手法に比べて，
提案手法のような拡散に基づく手法は有効性が低下したと考え
られる．二つ目の理由として，Offline Diffusionの特性である，
検索結果の初期の k近傍検索結果における画像間類似度への依
存性に影響を受けていることが考えられる．Offline Diffusion

は事前計算した類似度に対して初期の k近傍検索結果における
画像間類似度を線型結合する．初期の k近傍検索結果における
画像間類似度により，ランダムウォークが遷移する画像群は大
きく変化し，検索結果に大きな影響を与える．これにより，特
に高難易度な場面において，オンライン検索で使用される k近
傍検索がボトルネックとなり，提案手法のような拡散に基づく
手法の有効性が低下すると考えられる．

5 ま と め
本論文では，画像検索タスクにおける速度と精度のトレード
オフに対処する，新しい画像検索フレームワークを提案した．
これは，リランキング手法で用いられる高精度な類似度再計算
を Offline Diffusion [44]に組み込むことで達成された．実験の
結果，提案手法はROxford5k [30]とRParis6k [30]の両データ
セットにおいて，Offline Diffusionと同等の検索速度を維持し
ながら，最先端の手法よりも優れている，もしくは同等である
ことが示された．大規模データセットにおける実験では，提案
手法は全てのベースラインと比較して優れた結果を残し，これ
は，現実世界で大規模データを扱うシナリオに適しており，画
像検索技術の進展に貢献することが期待される．
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